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Речевые информационные технологии 

УДК 004.934 

О.И. Федяев, И.Ю. Бондаренко 
Нейросетевой алгоритм дикторонезависимого распознавания фонем устной речи 

Рассмотрена проблема дикторонезависимого распознавания фонем устной речи, возникающая при создании систем автоматиче-
ского распознавания слов дискретной и слитной речи на основе фонемно-ориентированного метода. Проведен сравнительный 
анализ результатов данных экспериментов с результатами, полученными при использовании скрытых марковских моделей. 
This paper explains the speaker independent recognition of oral speech phonemes problem which appears in creation of automated rec-
ognition systems for words of discrete and continuous speech using the phoneme-oriented method. The experiments’ data was com-
paratively analyzed with results taken using hidden Markov models. 
Розглянуто проблему дикторонезалежного розпізнання фонем усного мовлення, яка виникає зі створенням систем автоматич-
ного розпізнання слів дискретного та злитого мовлення на основі фонемно-орієнтованого методу. Проведено порівняльний 
аналіз результатів експериментів з результатами, отриманими з використанням прихованих марківських моделей. 
 

Введение. Типовая система распознавания слит-
ной речи имеет структуру, состоящую из двух 
последовательных блоков: акустического и лин-
гвистического [1]. Акустический блок выпол-
няет предварительный анализ речевого сигнала, 
выделение признаков и распознавания струк-
турных элементов речи (аллофонов, фонем, сло-
гов или слов). Лингвистический – осуществля-
ет интерпретацию акустической информации с 
учетом модели словаря и языка, формирует 
окончательный результат распознавания.1 

Ключевым компонентом акустического бло-
ка любой системы распознавания устной речи 
служит алгоритм распознавания последователь-
ности базовых структурных элементов устной 
речи. В качестве таких структурных элементов 
наиболее часто используют фонемы, поскольку: 

 фонему можно рассматривать как мини-
мальную линейную единицу устной речи [2]; 

 количество фонем в каждом языке огра-
ничено, что упрощает задачу их распознавания 
в речевом сигнале и процесс обучения такому 
распознаванию. 

Существует много алгоритмов распознава-
ния фонем в слитной речи, но все они могут 
быть отнесены к одному из двух классов: гене-
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ративных и дискриминативных алгоритмов рас-
познавания. 

Среди класса генеративных алгоритмов рас-
познавания наиболее популярны скрытые Мар-
ковские модели [3] и КДП-подход [4]. Известны 
более-менее успешные попытки использования 
этих алгоритмов для пофонемного распознава-
ния устной речи. Среди таких попыток следует 
отметить эксперименты по построению систем 
распознавания устной речи со сверхбольшим 
словарем для английского [5], японского [6], 
русского [7] и украинского [8] языков. В зави-
симости от языка и речевого корпуса, на кото-
ром проводилось обучение и тестирование, точ-
ность распознавания фонем в этих экспери-
ментах составила 60–70 процентов. 

Главный принцип действия как скрытых 
Марковских моделей, так и КДП-подхода – ге-
нерация максимально правдоподобных эталон-
ных сигналов на основе некоторой автоматной 
грамматики и сопоставление полученных эта-
лонов с распознаваемым речевым сигналом. Та-
кой принцип обуславливает как преимущества, 
так и недостатки этих алгоритмов. К существен-
ному преимуществу генеративных алгоритмов 
следует отнести эффективное моделирование 
процессов, нелинейно изменяющихся во вре-
мени, а среди недостатков можно отметить не 
очень высокую дискриминатную способность. 
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К противоположному классу – дискримина-
тивных алгоритмов – относятся алгоритмы, ос-
нованные на построении границ между распо-
знаваемыми классами в пространстве призна-
ков. Наиболее распространенным математичес-
ким аппаратом для разработки дискриминатив-
ных алгоритмов распознавания считаются ис-
кусственные нейронные сети. Основные пре-
имущества этого математического аппарата 
таковы: 

 многослойные нейронные сети имеют вы-
сокую дискриминантную способность; 

 нейронная сеть во время обучения может 
найти оптимальную комбинацию ограничений 
для классификации образов, и при этом нет не-
обходимости в жестких предположениях о рас-
пределении входных признаков (что необходи-
мо, например, в скрытых Марковских моделях); 

 нейросетевой алгоритм характерен хороши-
ми скоростными данными при высокой степе-
ни параллелизма. 

К недостаткам нейронных сетей можно от-
нести то, что с помощью этого математического 
аппарата трудно моделировать высокую вариа-
тивность распознаваемых сигналов во времени. 

Существует ряд систем распознавания, в ко-
торых алгоритмы функционирования акусти-
ческого блока основаны на нейронных сетях. 
Среди них следует отметить системы распозна-
вания английского [9] и русского [10] языков, 
которые показали неплохие результаты распо-
знавания фонем в диапазоне 65–70 процентов. 

Таким образом, результаты исследований 
показывают, что, несмотря на ряд разработан-
ных алгоритмов распознавания фонем в устной 
речи, проблема повышения точности такого 
распознавания остается актуальной. 

Цель работы состоит в повышении точности 
распознавания структурных элементов (фонем) 
речевого сигнала, выполняемого акустическим 
блоком. 
Объект исследования – акустический блок 

системы распознавания, а предмет – алгоритм 
автоматического дикторонезависимого распо-
знавания фонем в слитной речи на базе мате-
матического аппарата искусственных нейрон-
ных сетей. 

Нейросетевой алгоритм распознавания 
фонем. Это вычислительная процедура, основ-
ная часть которой может быть реализована на 
искусственной нейронной сети. Для построения 
алгоритма необходимо определить [11]: 

 объект в роли входного сигнала нейрон-
ной сети; 

 объект в роли выходного сигнала нейрон-
ной сети; 

 желаемый выходной сигнал нейронной сети; 
 структуру нейронной сети; 
 функцию ошибки нейронной сети; 
 критерий качества нейронной сети и функ-

ционал ее оптимизации, зависящий от ошибки; 
 значения весовых коэффициентов. 
Входной сигнал нейронной сети. Этот сиг-

нал формируется следующим образом. Теку-
щий фрагмент речевого сигнала продолжитель-
ностью TF, который необходимо распознать 
(отнести к одной из фонем словаря), пропуска-
ется через цифровой фильтр с характеристикой 

10,971  z  во избежание влияния формы сигна-
ла голосовой щели и характеристик излучения 
губ диктора [12]. Затем профильтрованный фраг-
мент речевого сигнала подвергается скользя-
щему оконному анализу окном Хэмминга [13] 
длиной Twindow = 20 мс и шагом скольжения 
Tshift = 10 мс. Таким образом, речевой фрагмент 
разбивается на окна – короткие блоки звуковых 
данных, расположенные последовательно вдоль 
оси времени. На основе данных этих блоков вы-
числяются векторы мел-частотных кепстраль-
ных коэффициентов (Mel Frequency Cepstral Co-
efficients – MFCC) [14]. В данной статье исполь-
зованы традиционные 13-мерные MFCC-векто-
ры (логарифм энергии и 12 коэффициентов 
MFCC) Ci, i = 113. 

Пример описания речевого сигнала, получен-
ного в результате произнесении слова She (Она), 
с помощью логарифма энергии и мел-частот-
ных кепстральных коэффициентов приведен на 
рис. 1. Транскрипция слова She представляет 
собой последовательность английских фонем 
sh и iy. Как видно из рисунка, на границе этих 
фонем существенно меняется спектральная кар-
тина речевого сигнала, описываемая мел-час-
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тотными кепстральными коэффициентами. Кро-
ме того, на участке речевого сигнала, соответ-
ствующем фонеме iy, резко возрастает энергия 
сигнала. 

 
Рис. 1. Пример описания речевого сигнала, полученного при 

произнесении слова She и образующего последователь-
ность фонем sh и iy, с помощью логарифма энергии и 
мел-частотных кепстральных коэффициентов 

Компоненты каждого MFCC-вектора норма-
лизуются так, чтобы математическое ожидание 
по каждому компоненту стало нулевым, а сред-
неквадратичное отклонение – единичным: 

 , 1 13, 1 ,
σ

t ii
t Fi

i

C M
C = i = t = N


    (1) 

где i – номер компонента MFCC-вектора; t – 
номер окна анализа и, соответственно, MFCC-
вектора, вычисленного в этом окне; NF = 

  window shiffloor / 1F t= T T T +  – количество окон, 
которое удается вычислить в речевом фрейме 
длиной FT  с заданными параметрами оконно-
го анализа Twindow и Tshift; Mi и i  – математиче-
ское ожидание и среднеквадратичное отклоне-
ние для i-го компонента MFCC-вектора, вы-
численные на всей совокупности речевых сиг-
налов обучающего множества. Такая нормали-
зация необходима для того, чтобы выровнять 
амплитуду изменений MFCC-коэффициентов 

верхнего и нижнего порядков, соответствую-
щих верхним и нижним частотам спектра (осо-
бенность спектра речевого сигнала – то, что 
амплитуда изменений энергии на верхних час-
тотах значительно меньше, чем на нижних). 

Последовательность нормализованных MFCC-
векторов, формируемая описанным способом, 
представляет собой нормализованный мел-час-
тотный кепстральный образ текущего фрагмента 
речевого сигнала и есть входным сигналом ней-
ронной сети, распознающей фонемы. 

Выходной сигнал нейронной сети. В каче-
стве выходного сигнала нейронной сети вы-
ступает вектор степеней принадлежности те-
кущего речевого фрагмента фонемам словаря 
Outj, j = 1N phones. Размер этого вектора равен 
количеству распознаваемых фонем N phones. Ка-
ждый компонент вектора соответствует «сво-
ей» фонеме словаря. Результат распознавания – 
номер фонемы в словаре, степень принадлеж-
ности речевого фрагмента к которой макси-
мальна – определяется следующим образом: 
  res

1: phones

arg max Out .j
j= N

j =  (2) 

Желаемый выходной сигнал нейронной 
сети. Желаемый сигнал представляет собой век-
тор размером N phones, формируемый следую-
щим образом: 

 компонент вектора, соответствующий фо-
неме, которая в наибольшей степени представ-
лена в текущем речевом фрагменте и, соответ-
ственно, должна быть распознана, принимает 
значение +1; 

 остальные компоненты вектора принима-
ют значение –1. 

Процедура определения фонемы, в наиболь-
шей степени представленной в текущем речевом 
фрагменте, организована так, как описано ниже. 

Пусть start start( )Ft ;t +T  – границы текущего фраг-
мента речевого сигнала, PHONES = {Phonesi}, 

trans1i = N  – транскрипция речевого сигнала, 

состоящая из transN  фонем,  start ;iBORDERS T  

end
trans, 1iT i = N – множество временных ме-
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ток, задающих границы этих фонем в речевом 
сигнале, а  dist ,iDIST =  trans1i = N  – рас-
стояния от центров этих фонем до центра те-
кущего фрагмента речевого сигнала, вычис-
ляемые по следующей формуле: 

 start end

startdist ,
2

F i i
i

T T T
t

 
   trans1i = N (3) 

Фонема 
trg

Phones i  считается фонемой в наи-

большей степени представленной в текущем ре-
чевом фрагменте start start( ; )Ft t +T , тогда и толь-
ко тогда, когда центр этой фонемы расположен 
ближе к центру текущего речевого фрагмента, 
чем центры других фонем в транскрипции: 
  

1: trans

_ trg arg max dist .i
i= N

i =  (4) 

На рис. 2. показано, как происходит опреде-
ление фонемы, в наибольшей степени представ-
ленной в текущем речевом фрагменте. Здесь 
изображены: 

 звуковой сигнал, полученный в результате 
произнесения английского слова She (Она) с 
паузой перед словом; 

 фонетическая транскрипция этого сигнала 
PHONES = {h ,  sh,  iy}; 

 множество временных меток, задающих 
границы фонем в сигнале, =BORDERS {(0,00 с; 
0,14 с); (0,14 с; 0,39 с); (0,39 с; 0,57 с)}. 

 
Рис. 2. Определение фонемы, в наибольшей степени пред-

ставленной в текущем речевом фрагменте звукового 
сигнала (текущий фрагмент выделен серым цветом) 

Текущий фрагмент речевого сигнала (0,27 с; 
0,42 с) показан на рисунке серым цветом 
(рис. 2). Согласно формуле (3) вычисляем рас-
стояния от центров всех фонем транскрипции 
до центра текущего фрагмента речевого сиг-

нала DIST = {0,275 с; 0,100 с; 0,135 с}. Затем, 
применяя формулу (4), получаем, что _ trg 2i  . 
Таким образом, несмотря на то, что текущий 
фрагмент речевого сигнала захватывает как 
фонему sh , так и фонему iy , в наибольшей 
степени в этом фрагменте представлена все-
таки фонема sh  – вторая фонема транскрип-
ции. Соответственно, при подготовке обучаю-
щего множества в данном примере вектор 
желаемого выходного сигнала нейронной се-
ти будет формироваться так, что компонент 
этого вектора, соответствующий фонеме sh , 
примет значение 1 , а другие компоненты, 
соответствующие остальным фонемам слова-
ря, примут значение 1 . 

Структура нейронной сети. Для распозна-
вания фонем была применена нейронная сеть 
типа многослойный персептрон, имеющая клас-
сическую многослойную структуру с полными 
последовательными связями и сигмоидальны-
ми функциями активации нейронов. Известно, 
что двухслойный персептрон способен аппрок-
симировать сколь угодно сложную непрерыв-
ную функцию, в том числе и функцию, кото-
рая описывает нелинейную гиперповерхность, 
разделяющую в пространстве признаков распо-
знаваемые классы. Однако более эффективным 
аппроксиматором будет трехслойный персеп-
трон, особенно если распознаваемые классы об-
разуют в пространстве признаков сложные мно-
госвязные области [15]. Исходя из этого, для 
распознавания фонем принято решение исполь-
зовать многослойный персептрон с тремя сло-
ями нейронов – двумя скрытыми и выходным 
(рис. 3). Размер первого скрытого слоя 1N  и 
размер второго скрытого слоя 2N  определяют-
ся экспериментально, а размер выходного слоя 
всегда равен числу распознаваемых классов 
фонем phonesN . 

Для реализации сигмоидальной функции ак-
тивации нейронов использована рациональная 
сигмоида следующего вида: 

   2
1

xf x
x





. (5) 
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Рис. 3. Структурная схема нейронной сети, решающей задачу 

распознавания фонем 

Такая функция активации имеет следующие 
преимущества: 

 в отличие от логистической сигмоиды, дан-
ная функция – биполярна, и, соответственно, все 
сигналы в нейронной сети также будут биполяр-
ными, что позволяет уменьшить число итераций 
алгоритма обучения этой сети [16]; 

 в сравнении с другой биполярной сигмо-
идой – гиперболическим тангенсом – данная 
функция вследствие своей простоты гораздо 
быстрее вычисляется на ЭВМ, что позволяет 
ускорить функционирование нейронной сети 
как в режиме распознавания, так и в режиме 
обучения. 

Математическая модель нейронной сети, ис-
пользуемой в данной статье, описывается сле-
дующим выражением: 

2 1

3 3 23 2
3 2 1

13
3 2 2 1 1

1 1 1

F
t

j j,k k k ij 3 k k2 1k k k

N N N
Out = f b + w f b + w f b + w C,k ,k= = =

    
   
       

    , (6)
 

где phones1j = N  − индекс компонента векто-
ра выходного сигнала нейронной сети, а 

113)/floor( 1 +k=t , )(kk=i 13/floor13 11   – ин-
дексы компонента нормализованного мел-ча-
стотного кепстрального образа, служащего вход-
ным сигналом нейронной сети (здесь floor() –
оператор, возвращающий ближайшее меньшее 
целое от числа). 

Функция ошибки и функционал обуче-
ния нейронной сети. Данная функция опреде-
ляется как сумма квадратов расстояний от 
компонентов выходного сигнала до соответст-
вующих им компонентов желаемого выходно-
го сигнала: 

  
phones 2

1
0,5 Trg Out

N

j j
j

E


   . (7) 

Функционал обучения нейронной сети фор-
мулируется на основе функции ошибки так: 
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      ,(8) 

где Nsamples – количество примеров в обучаю-
щем множестве, W – множество весовых ко-
эффициентов, а B – множество коэффициентов 
смещения всех нейронов сети. 

Итак, в процессе обучения необходимо по-
добрать такие значения весовых коэффициен-
тов и смещений, чтобы минимизировать сумму 
квадратов отклонений реальных выходов ней-
ронной сети от желаемых ее выходов для всех 
примеров обучающего множества. Такая зада-
ча обучения решается по стратегии обучения с 
учителем. Одним из наиболее эффективных ал-
горитмов, решающих эту задачу для многослой-
ной нейронной сети с сигмоидальными функ-
циями активации, есть алгоритм обратного рас-
пространения ошибки [16]. В данной статье 
использован один из улучшенных вариантов 
этого алгоритма – Incremental Delta Bar Delta, 
позволяющий уменьшить число эпох обучения и 
с большей эффективностью избегать локаль-
ных минимумов функционала обучения [17]. 

Особенности применения нейросетевого 
алгоритма распознавания фонем 

Распознавание. Процесс распознавания фо-
нем с помощью описанного нейросетевого ал-
горитма представлен на рис. 4. Прямоугольное 
окно анализа длиной TF = 0,15 с скользит вдоль 
речевого сигнала с шагом Tshift = 0,01 с. Теку-
щий фрагмент речевого сигнала, вырезаемый 
этим окном, поступает на вход блока вычисле-
ния MFCC-векторов, где подвергается спек-
тральному анализу: 
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 окно Хэмминга длиной Twindow = 0,02 с, сколь-
зящее вдоль текущего речевого фрагмента с 
шагом Tshift = 0,01 с, разбивает этот фрагмент 
на короткие блоки звуковых данных, располо-
женные последовательно вдоль оси времени; 

 для каждого из полученных блоков звуко-
вых данных вычисляется вектор MFCC-коэф-
фициентов, или MFCC-вектор. 

 
Рис. 4. Структурная схема процесса преобразования звукового 

сигнала, полученного в результате произнесения анг-
лийской фразы «She had your dark suit…», в фонетиче-
скую цепочку с помощью базового варианта нейросе-
тевого алгоритма распознавания фонем 

Таким образом, на выходе блока вычисле-
ния MFCC-векторов получается последователь-
ность MFCC-векторов, вычисленных для теку-
щего фрагмента речевого сигнала. Эта после-
довательность поступает на вход блока норма-
лизации MFCC-векторов, в котором каждый из 
векторов последовательности подвергается нор-
мализации по формуле (1). Соответственно, на 
выходе блока нормализации MFCC-векторов 
получается последовательность нормализован-
ных MFCC-векторов, которая и служит входным 
сигналом нейросетевого распознавателя фонем. 

Нейросетевой распознаватель фонем на ос-
нове своего входного сигнала по формуле (6) 
вычисляет выходной сигнал, который можно 
трактовать как вектор степеней принадлежно-
сти текущего фрагмента речевого сигнала рас-
познаваемым фонемам. 

Селектор фонем по уровню достоверности, 
получая на вход этот вектор в соответствии с 

формулой (2), определяет текущий результат 
распознавания jrest – номер такой фонемы в 
словаре распознавания, степень принадлежно-
сти текущего фрагмента речевого сигнала (t; 
t + TF) к которой максимальна. 

Затем последний блок системы распознава-
ния фонем – формирователь фонетической це-
почки – сопоставляет текущий результат рас-
познавания с результатами shift shift2

res res, ,t T t Tj j    
 , shift( 1)

res ,st N Tj     полученными при анализе пре-
дыдущих NS – 1 речевых фрагментов звукового 
сигнала. Если все эти результаты одинаковы, 
то генератор фонетической цепочки, выполнив 
окончательное распознавание фонемы, добав-
ляет в формируемую фонетическую цепочку 
новый элемент jres t-ю фонему из словаря распо-
знавания. В противном случае, когда не все 
результаты распознавания, полученные на NS 
последних шагах анализа, совпадают, решение 
об окончательном распознавании не принима-
ется, и формируемая фонетическая цепочка 
остается без изменений. 

Описанная процедура сглаживания резуль-
татов распознавания, реализуемая генератором 
фонетической цепочки, нужна для того, чтобы 
сделать процесс распознавания более устойчи-
вым к случайным ошибкам нейросетевого рас-
познавателя, возможным на переходных уча-
стках фонем. 

Обучение распознаванию. Процесс преоб-
разования множества звуковых сигналов, их 
транскрипций и временных меток, задающих 
границы фонем, в обучающее множество, ор-
ганизуется похожим способом. Прямоугольное 
окно анализа длиной TF = 0,15 с скользит вдоль 
каждого из обучающих речевых сигналов с ша-
гом Tshift = 0,01 с. На основе текущего фрагмен-
та речевого сигнала, вырезаемого этим окном, 
формируется очередной пример (пара входной 
сигнал – желаемый выходной сигнал), добавля-
емый в обучающее множество. При этом вход-
ной сигнал получается в результате мел-час-
тотного кепстрального анализа текущего фраг-
мента речевого сигнала и последующей нор-
мализации вычисленного мел-частотного кеп-
стрального образа, а желаемый выходной сиг-
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нал – в результате анализа фонетической тран-
скрипции и временных меток, задающих гра-
ницы фонем в речевом сигнале (см. описание 
входного и желаемого выходного сигналов 
нейронной сети). 

Вариант нейросетевого алгоритма распо-
знавания фонем на основе bagging-коллекти-
ва нейросетевых распознавателей 

Поскольку речь представляет собой нелиней-
ный нестационарный процесс, не удается устой-
чиво выделить систему речевых признаков, по-
зволяющих проводить абсолютно безошибоч-
ную классификацию речевых образов в систе-
ме автоматического распознавания. Особенно 
это проявляется при классификации речевых 
образов фонем, так как они (в меньшей степе-
ни – гласные, в большей – согласные) – весьма 
нестабильные речевые единицы. При использо-
вании любых систем признаков, даже таких при-
ближенных к механизмам человеческого вос-
приятия, как коэффициенты перцептивного ли-
нейного предсказания или применяемые в дан-
ной статье мел-частотные кепстральные коэф-
фициенты, признаковое описание одних и тех 
же фонем может существенно изменяться под 
влиянием коартикуляции, ускорения темпа ре-
чи и других явлений. В данной ситуации по-
вышение достоверности распознавания фонем 
в устной речи только вследствие увеличения 
числа признаков и связанного с этим увеличе-
ния априорной информации не сможет гаран-
тировать качественное распознавание. 

В этих условиях для повышения достовер-
ности распознавания речевых образов логично 
увеличить количество текущей информации о 
распознаваемом образе путем объединения от-
дельных распознавателей в единую систему на 
принципах коллективного распознавания речи. 

Все N распознавателей в такой системе од-
новременно проводят классификацию посту-
пившего на вход речевого образа. При этом, 
если разные распознаватели используют один 
и тот же набор признаков X (например, только 
мел-частотную кепстрограмму речевого сигна-
ла), как это показано на рис.5,а, то объедине-
ние их в систему приводит к увеличению ко-
личества текущей информации. Если же набо-

ры признаков Xi, i = 1N, индивидуальны для 
каждого из распознавателей (например, пер-
вый распознаватель использует спектрограмму 
речевого сигнала, второй – мел-частотную кеп-
строграмму, а третий – набор вейвлет-коэффи-
циентов), как показано на рис. 5,б, то в резуль-
тате объединения таких распознавателей в сис-
тему увеличивается количество как текущей, 
так и априорной информации. 

а 

 
б 

 
Рис. 5. Объединение отдельных распознавателей в систему: а – 

все распознаватели используют один и тот же набор 
признаков речевого сигнала; б – распознаватели ис-
пользуют разные наборы признаков речевого сигнала 

Согласно теории информации [18], в обоих 
случаях количество информации, перерабаты-
ваемой системой при коллективном распозна-
вании, составляет: 
 I(A, X) = H(A) – H(A|X), (9) 
где A = {Ai}, i = 1M – словарь распознавания 
(множество распознаваемых слов или фонем); 
X={Xj}, j = 1N – множество наборов призна-
ков, используемых распознавателями; H(A) – 
энтропия на входе системы распознавания (ис-
ходная энтропия), вычисляемая по формуле 

       
1

log ;
M

i i
i

H A P A P A


    (10) 

H (A | X) – энтропия на выходе системы распо-
знавания (энтропия решения), которая для кол-
лектива из N распознающих автоматов вычис-
ляется по формуле 
    1, , .NH A X H A X X   (11) 
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Энтропия решения системы коллективного 
распознавания H(A|X) может уменьшаться при 
увеличении числа распознавателей в системе, 
поскольку, согласно [19], условная энтропия с 
ростом числа фиксируемых условий не возрас-
тает, т.е. 

   1 1 1, , , , .N NH A X X H A X X     (12) 
При этом строгое равенство наблюдается тог-

да и только тогда, когда выполняется условие: 
 

   
1

1 1

| ,...

| ,... | ,... .
N N 1

N 1 N N 1

p A,X X ,X =

p A X ,X p X X ,X


  
 (13) 

Это означает, что при распознавании речи 
данные, предоставляемые соседними распозна-
вателями коллектива, не дают дополнительной 
информации к той, которой располагает каж-
дый конкретный распознаватель. Это возмож-
но в двух случаях: когда один из распознавате-
лей всегда принимает безошибочные решения 
и когда все распознаватели всегда принимают 
одинаковые решения. Первый случай невозмо-
жен на практике, а второй – исключается пу-
тем формирования коллектива из различных, а 
не одинаковых, распознающих автоматов. 

Таким образом, возникает задача определе-
ния структуры коллектива распознавателей. Су-
ществует ряд методов формирования коллек-
тива различных распознающих автоматов [20], 
среди которых можно выделить три основных: 

 bagging, или bootstrap aggregation – обуче-
ние распознавателей на бутстрап-подмноже-
стве базового обучающего множества [21]; 

 boosting – последовательное обучение рас-
познавателей – членов коллектива, при кото-
ром каждый следующий распознаватель, вклю-
ченный в коллектив, обучается так, чтобы ком-
пенсировать недостатки всех предыдущих рас-
познавателей [22]; 

 mixture of experts – смесь экспертов, когда 
в коллектив вводится дополнительный распо-
знаватель, оценивающий компетентность дру-
гих членов коллектива для каждого входного 
сигнала и объединяет их индивидуальные ре-
шения с учетом вычисленных оценок [23]. 

Задача распознавания устной речи характе-
ризуется высокой вычислительной сложно-

стью и большими объемами данных для обу-
чения (например, классический речевой кор-
пус для обучения распознаванию английской 
речи TIMIT [24] содержит свыше 500 Мб рече-
вого акустического материала). Для решения 
такой задачи наиболее целесообразно исполь-
зование первого подхода – формирования кол-
лектива нейросетевых распознавателей на ос-
нове метода bagging, так как: 

 обучение отдельных нейронных сетей на 
собственных бутстрап-подмножествах обучаю-
щей выборки осуществляется независимо, что 
позволяет ускорить формирование коллектива 
путем распараллеливания процессов обучения 
отдельных нейронных сетей; 

 обучающее бутстрап-подмножество может 
иметь меньший размер, чем базовое обучаю-
щее множество, что позволяет ускорить про-
цесс обучения каждой нейронной сети. 

Для повышения точности дикторонезави-
симого распознавания фонем в слитной речи 
авторами предложен коллективный вариант 
исходного нейросетевого алгоритма, описан-
ного в начале статьи. В этом варианте реше-
ния отдельных членов коллектива объединя-
ются путем равноправного голосования. Фор-
мируется коллектив нейронных сетей с по-
мощью метода bagging. 

Эксперименты 
Проведены две серии экспериментов по рас-

познаванию фонем устной речи. Целью первой 
серии было сравнение базового и коллективно-
го вариантов нейросетевого алгоритма, а целью 
второй – сравнение классического алгоритма 
распознавания фонем на основе скрытых Мар-
ковских моделей и коллективного варианта ней-
росетевого алгоритма распознавания. Крите-
рием сравнения была точность распознавания 
фонем [25]. 

Материалом для экспериментов послужил 
классический речевой корпус TIMIT, содержа-
щий более пяти часов звукозаписей различных 
английских фраз, произнесенных 630 диктора-
ми на восьми диалектах американского вари-
анта английского языка. Все звукозаписи име-
ют временную акустико-фонетическую размет-
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ку, выполненную профессиональными фоне-
тистами. Речевой корпус разбит разработчика-
ми на два непересекающихся множества: обу-
чающее и тестовое [24]. Обучение всех алго-
ритмов распознавания проводилось, соответ-
ственно, на обучающем множестве, а оценива-
ние точности распознавания – на тестовом мно-
жестве. 

Все фонемы, которые встречаются в рече-
вом корпусе TIMIT, были сведены к 39 фоне-
тическим классам так, как предложено в [26]. 
Точность распознавания фонем речевого корпуса TIMIT с  

    помощью нейронных сетей и скрытых Марковских моделей 

АЛГОРИТМ РАСПОЗНАВАНИЯ ТОЧНОСТЬ 
РАСПОЗНАВАНИЯ, % 

Базовый вариант нейросетевого 
алгоритма 

66,80 

Коллективный вариант нейросете-
вого алгоритма из 50 нейросетевых 
распознавателей 

69,17 

Алгоритм на базе скрытых Марков-
ских моделей 

64,21 

 
В ходе первой серии экспериментов одиноч-

ный трехслойный персептрон с 230 и 200 ней-
ронами в первом и втором скрытых слоях, обу-
ченный на всем обучающем множестве, выпол-
нил распознавание с точностью 66,80 процен-
тов. Bagging-коллектив из 50 многослойных пер-
септронов подобной структуры, каждый из ко-
торых обучался на bootstrap-подмножестве объ-
емом 40 процентов от объема исходного обу-
чающего множества, показал более высокую 
точность распознавания – 69,17 процента. 

В ходе второй серии экспериментов исполь-
зован распознаватель фонем на базе скрытых 
Марковских моделей, разработанный в среде 
HTK [27] с помощью специализированного 
скрипта [28]. Результаты экспериментов пока-
зали, что использование скрытых Марковских 
моделей позволяет в лучшем случае достиг-
нуть точности распознавания 64,21 процента 
(лево-правые скрытые Марковские модели для 
монофонов, 40 гауссовых смесей для модели-
рования распределения наблюдений). 

Заключение. Для решения проблемы дик-
торонезависимого распознавания фонем в уст-
ной речи, возникающей при создании систем 

автоматического распознавания слов дискрет-
ной и слитной речи на основе фонемно-ориен-
тированного метода, авторами предложен ал-
горитм, основанный на использовании bagging-
коллектива нейронных сетей типа «многослой-
ный персептрон». 

На материале большого речевого корпуса 
TIMIT экспериментально показано преимуще-
ство bagging-коллектива нейронных сетей как 
перед одиночным нейросетевым распознавате-
лем, так и перед распознавателем на базе скры-
тых Марковских моделей. 

Полученные результаты – 69,17 процента 
правильно распознанных фонем – иллюстри-
руют конкурентоспособность нейросетевого ал-
горитма, предложенного авторами, и практи-
ческую целесообразность его использования в 
системах распознавания слитной речи. 
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